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EL FUTURO DE LA INVESTIGACIÓN 
EN EMPRENDIMIENTO 

ESTRATÉGICO: INDUCCIÓN 
Y DEDUCCIÓN A TRAVÉS DEL 

MACHINE LEARNING

La economía, las finanzas, la sociedad y el mundo empresarial han experimentado una pro-
funda transformación como resultado de la digitalización, el aprendizaje automático, la ro-
bótica y la inteligencia artificial (Gupta, Keen, Shad y Verdier, 2017). En este sentido, estamos 
entrando en una nueva era: la cuarta revolución industrial (Select Committee of Artificial 
Intelligence Report, 2019; World Economic Forum, 2019).  El cambio fundamental que se 

produce en esta nueva era afecta a los procesos 
de toma de decisiones y la reducción de la incer-
tidumbre como funciones propias de la actividad 
empresarial. Con las tecnologías de la información 
tradicionales el proceso de decisión involucraba solo 
a las personas. Sin embargo, los nuevos desarrollos 
tecnológicos permiten que las máquinas tomen de-
cisiones confiables y con el binomio conjunto máqui-
na-humano se refuerzan los procesos de toma de 
decisiones y se mejoran los resultados respecto a su 
actuación tradicional separada, lo cual provee de 
grandes posibilidades en el futuro (Brynjolfsson y McA-
fee, 2017a; Marr, 2019). 

El emprendimiento estratégico se ve profundamen-
te alterado por este nuevo avance tecnológico que 
afecta a los recursos, las capacidades y los proce-
sos de creación de valor de la empresa, a través del 
desarrollo de nuevos productos y la promoción de 
las ventas en el mercado. Así, por ejemplo, la digita-
lización de la función de ventas a partir de la aplica-
ción del Machine Learning (ML) constituye un cambio 

discontinuo en relación a la era no digital. Los em-
prendedores y empresas ahora cuentan con un gran 
conjunto de datos que se obtienen a través de multi-
ples fuentes que permiten mejorar las actividades de 
emprendimiento estratégico en multiples facetas vin-
culadas con el desarrollo de productos y la detección 
de nuevas oportunidades en los mercados. 

En línea con el argumento previo, cabe afirmar que 
el advenimiento de las nuevas tecnologías transfor-
ma los procesos de generación de conocimiento en 
el campo del emprendimiento estratégico, la misma 
naturaleza del emprendimiento, así como la forma 
en que se desarrollan los productos / servicios vincula-
dos con oportunidades en los mercados, con la fina-
lidad de obtener una ventaja competitiva sostenible.

El cambio tecnológico afecta a un conjunto de tec-
nologías como el big data (BD), la inteligencia artifi-
cial (IA), la blockchain y el internet de las cosas (IoT), 
todas ellas vinculadas e interconectadas en diferen-
tes aspectos con el ML. Este desarrollo tecnológico 
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descansa en un conjunto de disciplinas que sirven de 
base para el desarrollo del campo de conocimien-
to del emprendimiento estratégico. Estas disciplinas 
son, entre otras, la ciencia económica (Acemoglu 
y Restrepo, 2018; Agrawal Gans, y Goldfarb, 2018; 
Brynjolfsson y McAfee, 2017b; Einav y Levin, 2014); 
la psicología (Kosinski, Wang, Lakkaraju y Leskovec, 
2016); la política económica como parte diferencial 
de la ciencia económica (Agrawal, Gans y Goldfarb, 
2019); la dirección y gestión de empresas (George, 
Haas y Pentland, 2014), y la ciencia de la organiza-
ción (Tonidandel, King y Cortina, 2018). Asimismo, en 
el ámbito específico de la empresa este nuevo fenó-
meno del impacto tecnológico en el emprendimien-
to estratégico ha sido analizado desde el campo de 
los modelos de negocio (Chen, Schütz, Kazman y Ma-
tthes 2017; Garbuio y Lin, 2019; Hartmann et al., 2016) 
y los procesos de innovación (Cockburn, Henderson, 
y Stern 2018). Sin embargo, y hasta donde alcanza 
nuestro conocimiento, no se ha realizado ningún estu-
dio sistemático previo sobre cómo afecta el ML a los 
procesos de investigación, así como su vínculo con 
la práctica en el campo del emprendimiento estra-
tégico.

De este modo, el valor añadido de este trabajo con 
respecto a la literatura previa se resume en los siguien-
tes puntos: (i) en el presente trabajo originalmente se 
vincula el ML con la filosofía de la ciencia y las meto-
dologías de investigación, y se analizan los impactos 
individualizados de estas metodologías en los proce-
sos de construcción del conocimiento y descubrimien-
to en el ámbito del emprendimiento estratégico, y (ii) 
de manera original y sistemática el presente artículo 
muestra ejemplos de cómo estas nuevas técnicas han 
afectado tanto a la investigación como a la práctica 
en el ámbito del emprendimiento estratégico.

Por lo tanto, en la presente investigación se formulan 
dos preguntas centrales ¿Cómo afecta el ML a las 
metodologías y proceso de construcción de cono-
cimiento en el ámbito del emprendimiento estraté-
gico? ¿Cómo afecta la implanación de las nuevas 
técnicas ML a la investigación y a la práctica del em-
prendimiento estratégico? 

Para responder a estas nuevas preguntas, el artículo 
se desarrolla de la siguiente manera. Primero, conec-
tando con la filosofía de la ciencia y la metodología 
científica, se analiza cómo estas nuevas tecnologías 
y algoritmos de ML afectan el proceso de creación 
de conocimiento en el campo del emprendimien-
to estratégico, lo que nos permitirá ver cómo se ve 
modificado el proceso de inducción-deducción 
permitiendo el cierre del círculo del descubrimiento 
científico. Ello supone un avance respecto al alcan-
ce de los métodos de investigación tradicionales. En 
la segunda sección se presentan algunos ejemplos 
prácticos de la aplicación de estas tecnologías con 
sus efectos tanto en la práctica empresarial como la 
investigación realizada en el campo del emprendi-
miento estratégico. Se cierra el artículo mostrando las 
principals conclusiones.

CÓMO AFECTA EL MACHINE LEARNING A 
LAS METODOLOGÍAS DE INVESTIGACIÓN EN 
EMPRENDIMIENTO ESTRATÉGICO

La aplicación de nuevas técnicas de ML a los méto-
dos de investigación en el campo del emprendimien-
to estratégico mejorará las limitaciones de la dirección 
y gestión de empresas, a menudo criticadas: teorías 
inválidas, falta de replicabilidad y la brecha entre teo-
ría y práctica (Chen y Hitt, 2019; Hambrick, 2007). En 
este sentido, en el presente trabajo originalmente sos-
tenemos que el ML afectará positivamente los proce-
sos de construcción del conocimiento en materia del 
emprendimiento estratégico respecto a los métodos 
de investigación tradicionales, en los siguientes mo-
dos: (a) cierra el círculo de inducción-deducción; (b) 
permite la creación de nuevos conocimientos; (c) po-
sibilita el ensamblaje de modelos y el estudio de rela-
ciones complejas dinámicas y no lineales; (d) permite 
la reproducibilidad y replicabilidad del conocimiento, 
y e) genera un acercamiento entre el conocimiento 
académico y el conocimiento práctico. 

Estos puntos se desarrollan a continuación a la vez 
que se muestra la importancia de la aplicación del 
ML en las metodologías de investigación en el cam-
po del emprendimiento estratégico. Asimismo, se 
describen un conjunto de desafíos y posibles riesgos 
que también plantean estas nuevas metodologías. 

El objetivo de esta sección es presentar una nueva 
línea de investigación y mostrar la relevancia y cam-
bios que la aplicación del ML ejerce sobre las cues-
tiones metodológicas y la filosofía de la ciencia, ya 
que, hasta donde llega nuestro conocimiento, no 
existen trabajos previos que aborden los efectos de 
la aplicación del ML en los procesos de generación 
del conocimiento y descubrimiento en el campo del 
emprendimiento estratégico. Igualmente, estas impli-
caciones metodológicas pueden servir de base para 
el análisis y la exploración de su aplicación en otras 
áreas de conocimiento en el campo de la economía 
y dirección de empresas.

Cierre del círculo inducción-deducción

Es importante apuntar que el proceso de investiga-
ción científica y el propio método científico cambia 
ahora con respecto al método científico utilizado en 
la investigación tradicional. La llegada de las nuevas 
tecnologías y el ML provoca un cambio en las me-
todologías de investigación y en las concepciones 
tradicionales de la filosofía de la ciencia. 

En este orden de cosas, el método tradicional hipo-
tético-deductivo utiliza la misma teoría para probar 
la teoría ya existente. El método hipotético-deducti-
vo parte de la exploración teórica, a partir de la teo-
ría se formulan las hipótesis que luego se tratan de 
contrastar y se continua en la proposición de teoría. 
Tanto la economía como la dirección de empresas 
han asistido a la proliferación de enfoques teóricos 
que reducen el campo de análisis y de explicación 
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de los fenómenos. Ello puede provocar que las teo-
rías se retroalimenten a si mismas, permitiendo una 
creciente desconexión de la explicación de los fenó-
menos y procesos de la realidad en materia econó-
mica y de dirección de empresas. Ello es debido a 
que la realidad económica y empresarial es multifor-
me, multidimensional, sistémica y holista. Este hecho 
progresivamente ha generado cierta invalidez de los 
conocimientos obtenidos por el método científico 
tradicional a veces desconexionados de la realidad 
y práctica económica y empresarial. Esta creciente 
desconexión se plantea de un modo especial en el 
campo del emprendimiento estratégico. 

La llegada de las nuevas tecnologías y el ML provoca 
un cambio respecto al modo tradicional de creación 
del conocimiento. Ahora el objetivo es desarrollar 
conocimientos a partir de los datos, acompañados 
de la teoría en los procesos de verificación y contras-
tación de los modelos. Es importante tener presente 
que generar insights a partir de los datos no quiere 
decir que la teoría no sea importante. Al contrario, es 
aquí donde los humanos se diferencian de las má-
quinas, y tanto en el proceso de construcción del 
modelo como en el proceso de contrastación será 
necesario conocer el fenómeno o el campo del co-
nocimiento (Roscher, Bohn, Duarte, y Garcke, 2019). 
La teoría será necesaria tanto para la generación ite-
rativa del modelo como para la interpretación de los 
resultados finales.

El big data proviene de diferentes fuentes y estructuras 
de datos (1). Esta variedad provoca que en ocasio-
nes la finalidad de la generación y recogida de datos 

no coincida con su uso final (Constantiou y Kallinikos, 
2015; Newell y Marabelli, 2015). Dependiendo de la 
granularidad y variedad de los datos será difícil prede-
cir qué información proporcionarán (Aaltonen y Tem-
pini, 2014). Como regla general, la tendencia es a re-
colectar datos sin un propósito predefinido, siguiendo 
un enfoque de abajo hacia arriba, con un enfoque 
inductivo en la recolección, exploración y análisis de 
datos (Constantiou y Kallinikos, 2015). Según Bholat 
(2015, p. 4), este enfoque inductivo «parte de los da-
tos y luego busca generar explicaciones teóricas».

En términos generales, los académicos adoptan un 
enfoque más deductivo del big data y la aplicación 
del ML que los practicantes. De acuerdo con Bholat 
(2015, p. 4), este enfoque tradicional parte «de una 
teoría general y luego utiliza datos particulares para 
probarla». El riesgo de este enfoque radica en el error 
de confirmación cuando los datos se utilizan para 
confirmar las hipótesis del modelo propuesto. Esta es 
una práctica bastante común en la investigación en 
el mundo de la economía y dirección de empresas 
incluido el campo del emprendimiento estratégico 
(Namvar y Cybulsky, 2014). 

Si embargo, la filosofía de la ciencia nos muestra que 
el conocimiento se genera tanto por inducción como 
por deducción (2) siendo en la práctica dos procesos 
que interactúan y se complementan (ver Figura 1). En 
este sentido, en los estudios tradicionales la inducción 
o exploración se realiza a través de estudios de casos 
en profundidad, mientras que la deducción implica 
procesos e investigaciones distintas con la aplicación 
del método hipotético-deductivo a partir de peque-

FIGURA 1
EL PROCESO DE INDUCCIÓN-DEDUCCIÓN Y EL ML
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FIGURA 1 

El proceso de inducción-deducción y el ML 

 

Fuente: Elaboración propia a partir de Chalmers (1999) 
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ñas muestras de datos. Así, estos procesos han se-
guido caminos diferentes tanto en la economía de 
la empresa en general como en el emprendimiento 
estratégico en particular (3). En este sentido, el salto 
cualitativo de los nuevos métodos basados ​​en el ML 
consiste en la posibilidad de realización conjunta de 
ambos procesos. Este hecho, y a diferencia de los 
métodos de investigación tradicionales, pemite cerrar 
el círculo del proceso de creación de conocimiento 
científico: de inducción-deducción de forma retroa-
limentada. 

Los modelos actuales no capturan la complejidad 
que existe en los fenómenos estudiados (Tonidan-
del et al., 2018). La aplicación de los métodos de 
ML permite realizar la triangulación metodológica 
e integrar los métodos mixtos clásicos de carácter 
más cualitativo y fenomenológico (inductivo) con los 
de carácter más cuantitativo que utilizan el méto-
do hipotético-deductivo (deductivo). Las muestras 
de datos de gran tamaño permiten ahora cerrar el 
círculo de inducción-deducción, ya que el modelo 
se puede inferir a partir de varias interacciones de 
los propios datos de entrenamiento, en una parte 
de la muestra mediante métodos de aprendizaje 
con algoritmos supervisados. Mientras que, en otra 
parte de la muestra, se utilizan datos de verificación 
y se aplica el procedimiento hipotético-deductivo 
convencional para probar el modelo, todo con un 
conocimiento teórico profundo sobre el fenómeno 
en estudio y con un enfoque holístico. Esta nueva 
posibilidad muestra que el ML (4) permite avanzar 
respecto los métodos de investigación tradicionales 
en emprendimiento estratégico fundamentados por 
regla general en la aplicación del método hipotéti-
co-deductivo con pequeñas muestras o, alternativa-
mente, la aplicación del método inductivo a través 
de estudios de caso en profundidad, pero por cami-
nos e investigaciones distintas.

En resumen, los enfoques inductivos pueden con-
ducir a nuevos conocimientos (Aaltonen y Tempi-
ni, 2014; Constantiou y Kallinikos, 2015; Madsen, 
2015). Además, un enfoque deductivo proporciona 
un enfoque valioso en la investigación, por lo que 
sostenemos que el uso equilibrado de los enfoques 
inductivo y deductivo tanto en los procesos de reco-
pilación de datos, construcción de modelos como 
en su análisis conducirá a resultados más sólidos 
que los métodos tradicionales, proporcionando una 
perspectiva prometedora para el avance de cono-
cimiento sistemático en el campo de la economía 
y dirección de empresas en general y del emprendi-
miento estratégico en particular. 

Creación de nuevos insights

El big data y la ciencia de datos (data science) im-
plican grandes conjuntos de datos, nuevas técnicas 
y análisis, nuevos lenguajes de programación, así 
como una alta capacidad de cálculo y almacena-
miento de datos. En el campo del modelado tradi-
cional, el enfoque de modelado de datos se enfoca 

en identificar la bondad del ajuste a un modelo teó-
rico predefinido, muy en línea con la práctica co-
mún en la investigación del emprendimiento estra-
tégico. Por el contrario, en línea con el big data y el 
ML, un enfoque algorítmico se centra en maximizar 
la precisión predictiva de un modelo más allá de los 
datos orientados hacia un modelo preestablecido. 
De este modo, el big data y el ML no se definen sim-
plemente por el tamaño del conjunto de datos, ya 
que también representan un cambio potencial en 
los objetivos de la investigación. Esto proporciona a 
los académicos e investigadores en emprendimien-
to estratégico nuevas formas de investigar las pre-
guntas de investigación sobre el propio campo, que 
pueden ser especialmente valiosas en un momento 
en el que la validación y la ausencia de replicación 
de la teoría actual ha sido criticada (Earp y Trafimow, 
2015: Hambrick, 2007).

Estas nuevas tecnologías y métodos ML también 
permiten el análisis de nuevas preguntas que los 
métodos científicos en emprendimiento estratégico 
antes no podían formular. En este sentido, el alcan-
ce de los datos hace referencia a la amplitud de los 
datos con los que se puede analizar un fenómeno. 
Ahora, la extensión del alcance implica un mayor 
número de variables y muestras más amplias, inclui-
das poblaciones holísticas. El alcance de los datos 
está asociado con el volumen. Por su parte, la gra-
nularidad de los datos implica medidas directas de 
las características de un constructo, y se refiere a la 
variedad de datos (estructurados, semiestructurados 
y no estructurados). Juntos, el alcance de los datos 
y la granularidad de los datos permiten a los aca-
démicos e investigadores en el campo del empren-
dimiento estratégico formular nuevas preguntas y 
crear nuevas teorías (George, Osinga, Lavie y Scott, 
2016).

Por lo tanto, el ML puede proporcionar mejores res-
puestas a preguntas existentes a través de resulta-
dos más inmediatos y precisos para probar teorías 
existentes, permite establecer mecanismos causales 
más complejos y modelar eventos raros (George et 
al., 2016). Asimismo, no solo permite mejorar el co-
nocimiento existente, sino que posibilita ampliar las 
fronteras del conocimiento en emprendimiento es-
tratégico (5).

Modelos más complejos: holistas y dinámicos 

La regresión múltiple y sus muchas derivadas de mo-
delos lineales generalizados (regresión logística, mo-
delo de ecuaciones estructurales y modelo multinivel) 
asumen que se está utilizando el modelo correcto 
para el análisis. Como regla general, el poder explica-
tivo de los modelos de economía y dirección de em-
presas en general y del emprendimiento estratégico 
en particular, es bajo, ya que tenemos poco conoci-
miento de las variables que influyen en los fenómenos, 
y un conjunto limitado de variables fragmentadas que 
se incorporan al marco explicativo simple (Chen y Hitt, 
2019). En lineas generales y respecto a los fenómenos 
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sociales, desconocemos qué variables relevantes se 
omiten en la explicación del fenómeno en cuestión 
(Landers, Auer, Collmus, y Marin, 2019).

Cuando tenemos muchas variables, buscamos las 
que mejor se adaptan al modelo, y a continuación 
los resultados se interpretan a la luz del modelo ele-
gido, sin considerar cómo un conjunto de variables 
más robusto podría aumentar el poder explicativo 
y ser más relevante. Este enfoque no reconoce la 
incertidumbre sobre la elección del mejor modelo. 
En contraste con este enfoque estándar, la perspec-
tiva analítica basada en datos parte de múltiples 
modelos o un conjunto de modelos. Un conjunto de 
modelos analiza todos los modelos posibles que se 
pueden crear a partir del conjunto de variables dis-
ponibles, agregando los resultados a través de una 
variedad de técnicas (Rokach, 2010; Seni y Elder, 
2010). El resultado de modelos ensamblados (en-
sembles) consistentemente mejora las estimaciones 
del mejor modelo tradicional, produciendo una pre-
dicción más precisa en varios campos y técnicas de 
ensamblaje (Kaplan y Chen, 2014; Markon y Chmie-
lewski, 2013; Opitz y Maclin, 1999). 

Por tanto, la incorporación del big data y el ML pue-
de mejorar la teoría existente en el campo de em-
prendimiento estratégico al permitir la identificación 
de nuevas variables que son parte de nuevas teo-
rías, y que anteriormente permanecían ocultas o no 
eran consideradas. Es por ello que las nuevas técni-
cas de ML pueden ser una fuente de descubrimiento 
(George et al., 2016; Tonidandel et al., 2018).

Asimismo, esto no solo permite la incorporación de 
nuevas variables para explicar el fenómeno en cues-
tión, sino que también permite la incorporación de 
funciones (o relaciones) no lineales, pudiendo captar 
fenómenos discontinuos. Considerando la compleji-
dad del emprendimiento estratégico como campo 
de conocimiento, la naturaleza compleja de las 
relaciones se adaptan bien a muchos fenómenos 
del emprendimiento estratégico. Los métodos mo-
dernos como las redes neuronales artificiales o las 
máquinas de vectores de soporte pueden detectar 
patrones y relaciones tanto lineales como no linea-
les. Obviamente, la identificación de estos nuevos 
patrones solo será una hipótesis hasta que hayan 
sido probados y validados de forma cruzada (Kara-
nika-Murray y Cox, 2010). Por lo tanto, la introducción 
de técnicas de aprendizaje automático permite la 
mejora de la investigación de fenómenos dinámi-
cos como los procesos de creación de equipos en 
emprendimiento (Carter, Carter y de Church, 2015), 
el espíritu empresarial (Huang y Knight, 2017) y los 
eventos de estrés (Luciano, Mathieu, Park y Tannen-
baum, 2018).

Reproducibilidad y replicabilidad

Las mejores prácticas de la ciencia de datos pueden 
ayudar a mejorar tanto la reproducibilidad como la 
replicabilidad de la investigación científica, que ha 

recibido un enfoque renovado en los últimos años 
debido a varias instancias de alto perfil de fraude 
y falta de replicación (Baker, 2016; Johnson, Payne, 
Wang, Asher y Mandal, 2017; Landers et al., 2019; 
Nosek et al., 2015). La reproducibilidad se refiere a la 
capacidad de recrear los hallazgos publicados utili-
zando los mismos datos y procedimientos en bruto, 
mientras que la replicabilidad hace referencia a la 
capacidad de reproducir los hallazgos publicados 
con nuevos datos, utilizando los mismos materiales y 
procedimientos (Bollen, Cacioppo, Kaplan, Krosnick, 
y Olds, 2015; Landers et al., 2019). 

La introducción de ML en el campo del emprendi-
miento estratégico permite desarrollar análisis de có-
digo abierto, la aplicación de lenguajes de progra-
mación R y Python, análisis de datos de canalización 
y, cada vez más, establecer repositorios de datos 
en línea (Landers et al., 2019). Todo esto promoverá 
cada vez más la reproducibilidad y replicabilidad de 
la investigación en el campo de emprendimiento 
estratégico, mejorando la fiabilidad y la credibilidad 
de la investigación.

Convergencia entre conocimiento académico y 
práctico 

El desarrollo tecnológico reduce la divergencia entre 
la demanda práctica de integración del conocimien-
to para resolver problemas complejos y la fragmen-
tación científica del conocimiento académico por 
simplicidad (Chen y Hitt, 2019). El desarrollo de este 
conjunto de tecnologías y metodologías mejora la 
confiabilidad (Landers et al., 2019), ya que permi-
te mejores medidas (Shute, 2011; Tonidandel et al., 
2018) para aplicar la triangulación metodológica, 
impulsa investigaciones más prácticas (Wenzel y Van 
Quaquebeke 2018) y, como hemos visto en el punto 
anterior, mejora la replicabilidad (Landers et al., 2019), 
generando confianza tanto en el mundo de la investi-
gación como en la práctica y, por tanto, fomentando 
lazos más estrechos entre la academia y la práctica.

La investigación muestra que la toma de decisiones 
basada en datos mejora el emprendimiento estra-
tégico y tiene una influencia significativa y positiva 
en el desempeño de la empresa (Brynjolfsson, Hitt y 
Kim, 2011). Como veremos a continuación, las em-
presas están introduciendo cada vez más las nuevas 
tecnologías y el ML para detectar oportunidades y 
obtener ventajas competitivas desde una perspecti-
va holística. Por lo tanto, hay intereses cada vez más 
convergentes entre los académicos y los directivos 
en la práctica que pueden compatibilizarse me-
diante el aprendizaje automático en los procesos de 
investigación.

Retos y limitaciones

A pesar de todos los beneficios mostrados en los 
puntos anteriores, cabe afirmar que no todos son 
ventajas, en modo especial, cuando las nuevas 
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tecnologías y metodologías no se utilizan adecua-
damente. En este sentido, los principales desafíos 
que surgen ante la introducción de nuevas tecno-
logías y ML son los siguientes: (a) la integridad de los 
datos o el riesgo de deterioro de la calidad de los 
datos (Wenzel y Van Quaquebeke, 2018), ya que los 
procesos de obtención y depuración de los datos 
van a ser muy importantes para comprender lo que 
quieren medir y validar el constructo; (b) prepara-
ción inadecuada para proyectos de ciencia de da-
tos (Tonidandel et al., 2018). Una sólida formación 
en ciencia de datos requiere una base sólida en los 
fundamentos de estadística, álgebra y algoritmos, 
dominio de lenguajes de programación como R 
y Python, y conocimiento de bases de datos distri-
buidas, etc. Además, el campo específico de apli-
cación de la ciencia de datos debe ser claro, hay 
un déficit de formación en este campo tanto en la 
industria como en los departamentos académicos 
de investigación; (c) el tercer problema es el de la 
interpretabilidad y la caja negra. Este debe ser su-
ministrado en la mayor medida posible dentro del 
dominio del campo de conocimiento, tanto para la 
selección de posibles variables como en la elección 
de modelos, junto con la interpretación y explica-
ción de los mismos para la obtención de resultados 
científicos; dado que el objetivo que guía muchos 
modelos de ML es el predictivo, muchos de estos 
algoritmos pueden ser capaces de aprovechar re-
laciones no causales para mejorar la predicción, 
estableciéndose importantes desafíos cuando los 
objetivos son explicativos. Esta línea supone una li-
mitación relevante en investigación y está siendo 
actualmente abordada mediante dos enfoques 
complementarios: (i) el ML interpretable, que trata 
de explicar cómo los modelos de caja negra hacen 
las predicciones particulares (Du et. al, 2019) y (ii) el 
ML causal, que trata de adaptar los algoritmos que 
permiten funciones no lineales, interacciones y mul-
tidimensionalidad para la determinación de efectos 
causales (Athey y Imbens, 2019). Y, por último, (d) 
privacidad y problemas éticos (Tonidandel et. al., 
2018; Wenzel y Van Quaquebeke, 2018). El tema de 
la privacidad en el uso de los datos se está volviendo 
cada vez más relevante, con estrictas regulaciones 
que se están implementando en todo el mundo. Las 
nuevas tecnologías entre las que se incluye la inteli-
gencia artificial también plantean varios problemas 
éticos que se están debatiendo ampliamente.

CÓMO AFECTA EL MACHINE LEARNING A LA PRÁCTICA E 
INVESTIGACIÓN EN EMPRENDIMIENTO ESTRATÉGICO

Un tema de gran importancia en el campo de la 
ciencia económica es cómo las empresas crean 
valor, identifican nuevas oportunidades de merca-
do y mantenienen una estrategia competitiva (Hitt, 
Irlanda, Sirmon y Trahms, 2011). Por un lado, la direc-
ción estratégica es la disciplina encargada de crear 
ventajas competitivas y riqueza para las empresas 
(Chen, Fairchild, Freeman, Harris y Venkataraman, 
2010). Por otro lado, el emprendimiento es la ciencia 

que implica la identificación de ventajas competiti-
vas por parte de las empresas, siendo la creación 
de valor su función principal (Knight, 1921), que se 
entiende como el proceso de obtención de ingresos 
que superen el coste de generarlos (Bamford, 2005). 
Con base en estas dos disciplinas (estrategia y em-
prendimiento), el emprendimiento estratégico es un 
campo que combina la búsqueda de oportunida-
des de mercado-producto (búsqueda de oportuni-
dades) con el mantenimiento de las ventajas com-
petitivas de las empresas (búsqueda de ventajas).

Así, podemos afirmar que el emprendimiento estra-
tégico aborda «el crecimiento, la creación de valor 
para los clientes y, en consecuencia, la creación de 
riqueza para los propietarios» (Hitt y Ireland, 2005, p. 
228). Esta nueva doctrina es útil para todas las or-
ganizaciones (Sirmon y Hitt, 2003; Webb, Ketchen, y 
Ireland, 2010), ya que fomenta una mayor actividad 
empresarial en las grandes organizaciones y una 
visión más estratégica en las pequeñas (Hitt et al., 
2011). 

En cuanto a la dimensión más estratégica (búsque-
da de ventajas), como resultado del big data y su 
combinación con tecnologías cada vez más avan-
zadas, los responsables de las organizaciones de-
ben poder incrementar la velocidad de la toma de 
decisions y desarrollar habilidades como la proacti-
vidad para adaptarse al medio ambiente (Wamba, 
Akter, Edwards, Chopin y Gnanzou, 2015).

ML y creación de valor en emprendimiento 
estratégico

Aquellas empresas que desarrollan capacidades 
en big data y ML generan la capacidad de crear, 
ampliar y modificar su base de recursos, es decir, 
desarrollan sus capacidades dinámicas. Estos re-
cursos pueden ser la fuente tanto de búsqueda 
de oportunidades como de búsqueda de ventajas 
en una empresa que desea alcanzar una ventaja 
competitiva sostenible. Estos recursos evolucionan 
con el tiempo, y pueden ser convergentes o diver-
gentes hacia un mayor o menor nivel de búsqueda 
de oportunidades y búsqueda de ventajas a lo largo 
del tiempo (Zhao, Ishihara y Jennings, 2019). En este 
sentido, académicos y profesionales han analizado 
las condiciones y caminos a través de los cuales 
pueden incorporar tecnologías de la información y 
oportunidades comerciales impulsadas por datos 
en su estrategia competitiva de negocios digitales 
(Constantiou y Kallinikos, 2015; Grover, Chiang, Liang 
y Zhang, 2018).

Empresas de una amplia gama de mercados e in-
dustrias están considerando (búsqueda de oportuni-
dades) y explotando (búsqueda de ventajas) inver-
siones en big data, inteligencia artificial y ML como 
una inversión estratégica (Wang, Gunasekaran, Ngai 
y Papadopoulos, 2016). Las empresas de éxito mo-
dernas dan prioridad a este tipo de inversión tecno-
lógica con el fin de generar hechos y percepciones 
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significativas que permitan apoyar el proceso de 
toma de decisions. Las decisions ahora se funda-
mentan más en hechos y datos que en intuiciones, 
instinto y presuposiciones, como se fundamentaba 
la gestión de empresas en el pasado.

Las herramientas y la aplicación de big data com-
prenden un conjunto creciente de opciones, espe-
cialmente para los mercados de alta velocidad, 
que permiten promover el desarrollo de soluciones, 
el apoyo a la toma de decisiones e incluso la pre-
visión en tiempo real. En este sentido, las capacida-
des de análisis de big data han atraído una aten-
ción considerable en el ambio del emprendimiento 
estratégico (Mikalef, et al., 2018). Las capacidades 
de análisis de big data a través del ML son compe-
tencias multidimensionales y complementarias que 
colectivamente permiten a las empresas transformar 
sus modelos de negocio actuales y procesos de va-
lor agregado, al orquestar y desplegar eficazmente 

sus datos, la tecnología y el talento (Wamba et al., 
2017; Mikalef et al., 2018).

Desde una dimiensión práctica del emprendi-
miento estratégico, las nuevas tecnologías afec-
tan tanto a los productos (Zhang, Ren, Liu, Sakao 
y Huisingh, 2017) como a los clientes (Kunz et al., 
2017; Rojanala y Hemanth, 2017), por lo que atien-
den la posibilidad de un espíritu empresarial estra-
tégico dentro de empresas establecidas o permi-
ten la generación de nuevas oportunidades en sí 
mismas en pequeñas empresas que luego deben 
dotarse de una mayor estructura estratégica. Las 
capacidades de análisis del big data permiten a 
las empresas mejorar los productos o servicios exis-
tentes mediante una identificación más precisa 
de los comentarios de los clientes y un seguimien-
to operativo en tiempo real (Mikalef et al., 2018). 
Además, las capacidades de análisis del big data 
permiten a las empresas apreciar las necesidades 
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TABLA 1
CASOSOS DE STUDIO PARADIGMÁTICOS SOBRE EL USO DEL ML EN EL EMPRENDIMIENTO ESTRATÉGICO

Empresa Problema a resolver ¿Cómo se usan BD y ML? ¿Qué datos se utilizaron?

Google

Creación de un índice que incluye miles de 
millones de páginas de información en línea. 
Las personas que realizan esto manualmen-
te llevarían mucho tiempo, por lo que las 
computadoras deben hacerlo automática-
mente. El desafío es enseñar a las máquinas 
a distinguir entre las páginas que son útiles 
para los usuarios y las que no lo son.

Se creó el Page Rank de Google. La em-
presa indexó las páginas en función de la 
cantidad de sitios que utilizaban palabras 
clave similares vinculadas al sitio web. Así, uti-
lizando el software - robots conocidos como 
«arañas», recopilan toda la información de 
forma estructurada para decidir la posición 
de cada página.

Google utiliza todos los datos 
recopilados en su índice y, además, 
todos los obtenidos sobre usuarios 
individuales para proporcionar los 
resultados de búsqueda más útiles.

Amazon

El principal problema para Amazon es que 
los usuarios pueden sentirse abrumados por 
la gran cantidad de opciones sobre produc-
tos y ofertas que reciben, lo que provoca el 
efecto de «remordimiento del comprador», 
por el cual los usuarios gastan dinero sin estar 
seguros de que están tomando una buena 
decisión de compra.

Amazon implementó un motor de recomen-
dación en su sitio web basado en la infor-
mación generada por los usuarios de su sitio 
web, ajustando así los productos sugeridos a 
las preferencias individuales de cada usuario. 
Además, hace recomendaciones en función 
de las preferencias de usuarios con un perfil 
similar, y para ello solo necesita metadatos.

La empresa estadounidense apro-
vecha todos los datos que recopila 
su buscador web, los que genera 
el comportamiento de los usuarios 
en su página, ubicación ... También 
analiza información sobre los clientes 
de sus servicios como Amazon Prime 
para recoger datos sobre la visuali-
zación. películas y escuchar audios.

Facebook

Las pequeñas y medianas empresas que 
tienen un presupuesto de marketing muy 
limitado deben asegurarse de que todas sus 
acciones publicitarias sean lo más eficientes 
posible para llegar a su público objetivo. En 
este contexto, Facebook parece propor-
cionar a los usuarios la forma de lograrlo a 
través de su plataforma publicitaria.

Facebook obtiene datos de sus más de 
1.500 millones de usuarios mensuales a 
través de la información que registran en su 
plataforma, tanto directamente cuando las 
personas completan su perfil con información 
personal, como indirectamente al interactuar 
con los contenidos de la red social. Así, 
Facebook proporciona a las empresas una 
herramienta para segmentar su audiencia y 
optimizar su publicidad.

Facebook obtiene información de 
todos sus usuarios y su interacción 
con el contenido que se sube a su 
plataforma, que se analiza para 
aprender poco a poco de cada in-
dividuo en la red social. Este tipo de 
interacción (me gusta, compartir ...) 
con determinado contenido le dice 
a la empresa, de forma totalmente 
anónima, cuáles son las preferen-
cias del usuario.

Twitter

La empresa necesita incrementar su cuota 
de mercado publicitario para ser rentable. 
Para solucionar esto, su estrategia se basa 
en ofrecer la gran cantidad de información 
generada en su red a empresas con alta 
capacidad analítica, como IBM.

La red social proporciona a IBM 6.000 publi-
caciones que se producen por segundo a 
través de su API, que se analizan en tiempo 
real. Además, otras empresas tienen acceso 
a los datos de Twitter a través de una herra-
mienta de IBM, con el objetivo de convertir 
estos datos en acciones que generen valor.

En el caso de Twitter, se analizan 
todos los mensajes generados por 
los usuarios.

LinkedIn

La red social por excelencia para empresas 
y profesionales debe asegurar que sea una 
herramienta fundamental para los traba-
jadores a la hora de ser más productivos y 
exitosos.

LinkedIn implementa un sistema de sugeren-
cias de usuarios que la persona probable-
mente conoce en función de varios factores. 
Para ello, utiliza ML, mediante el cual su algo-
ritmo mejora gradualmente las sugerencias 
que se le hacen a cada usuario.

La organización aprovecha el 
comportamiento de los usuarios 
en la red social para conocerlos 
en profundidad, como me gusta, 
compartidos y mensajes enviados 
entre ellos. Además, con el permiso 
de las personas, LinkedIn utiliza sus 
contactos de correo electrónico.

Fuente: Elaboración propia
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de los clientes, aprovechar las oportunidades co-
merciales que antes no se identificaban y recon-
figurar las formas existentes de operar en función 
de la información que brinda el desarrollo de esas 
capacidades (Wamba et al., 2017). La literatura 
también ha demostrado que las empresas po-
drían mejorar los procesos de comercialización, 
producción y logística, y facilitar la velocidad a la 
que las empresas pueden responder mejorando 
su adaptación evolutiva al entorno (Erevelles et al., 
2016; Syam y Sharma, 2018) (6).

En línea con los argumentos anteriores, existen una 
serie de casos paradigmáticos de empresas que 
han ganado una ventaja competitiva (búsqueda de 
ventajas) a través del desarrollo de oportunidades 
(búsqueda de oportunidades) mediante la imple-
mentación de estas nuevas tecnologías. En la Tabla 
1 presentamos los casos de éxito en emprendimien-
to estratégico de Google, Amazon, Facebook, Twit-
ter y LinkedIn, todos ellos compartiendo una ventaja 
competitiva basada en la gestión de datos y la im-
plementación de estas poderosas herramientas de 

TABLA 2
EJEMPLOS DE INVESTIGACIONES QUE UTILIZAN ML EN EL CAMPO DEL EMPRENDIMIENTO ESTRATÉGICO

Autor/año Titulo Unidad de 
análisis

Tipo de 
técnica ML

Causalidad
correlación

Retest/avance Pregunta de 
investigación/enfoque

Resultados

Coad, A.& 
Srhoj, S.
2020

Catching 
gazelles with 
a lasso.

Empresa LASSO, Least 
Absolute 
Shrinkage y 
operadores 
de selección

Correlación 
y causali-
dad 

Uso de técnicas 
de IA / BD para 
volver a probar 
fenómenos y 
mecanismos 
que ya han 
sido estudiados 
con métodos 
tradicionales en 
investigaciones 
anteriores.

Uso de una técnica 
de BD para identificar 
predictores válidos a 
partir de un conjunto 
relativamente grande 
de predictores candi-
datos potenciales.

Destacan que 
con un 10% de 
poder explicativo, 
la predicción de 
empresas de alto 
crecimiento sigue 
siendo un desafío a 
pesar del método 
novedoso utilizado.

Prüfer, J. & 
Prüfer, P.
2020

Data science 
for entre-
preneurship 
research: 
Studying 
demand 
dynamics for 
entrepre-
neurial skills 
in the Nether-
lands. 

Empleado Análisis de la 
dinámica de 
la demanda

Cusalidad Uso de técnicas 
de IA / BD 
para examinar 
preguntas de 
investigación 
relativamente 
nuevas.

Examen de la dinámi-
ca de la demanda de 
habilidades empre-
sariales mediante el 
análisis de 7,7 millones 
de puntos de datos 
recopilados de las 
vacantes laborales.

Muestran qué habi-
lidades emprende-
doras son particular-
mente importantes 
para cada tipo de 
profesión y también 
consideran las habili-
dades digitales.

Obs-
chonka, 
M., Lee, 
N., Rodrí-
guez-Po-
se, A., 
Eichstae-
dt, J. C., 
& Ebert, T
2020

Big data 
methods, 
social me-
dia, and the 
psychology 
of entre-
preneurial 
regions: 
Capturing 
cross-county 
personality 
traits and 
their impact 
on entrepre-
neurship in 
the US

Usuario Enfoque 
Supervised 
Machine 
Learning. OLS

Correlación Uso de técnicas 
de IA / BD para 
volver a probar 
fenómenos y 
mecanismos 
que ya han 
sido estudiados 
con métodos 
tradicionales en 
investigaciones 
anteriores.

Centrarse en las regio-
nes emprendedoras e 
intentar medir y validar 
las diferencias regio-
nales en la persona-
lidad emprendedora 
mediante el uso de 
grandes conjuntos de 
datos a nivel individual 
y métodos de IA que 
extraen patrones 
psicológicos.

Muestran que la 
medida basada 
en la inteligencia 
artificial de la perso-
nalidad empresarial 
regional que se 
basa únicamente 
en datos de redes 
sociales disponibles 
gratuitamente es un 
predictor e indicador 
igualmente válido 
de la actividad 
empresarial real en 
la región que las 
medidas de per-
sonalidad regional 
recopiladas a partir 
de autoinformes tra-
dicionales (p. Ej., De 
millones de pruebas 
de personalidad).

Kaminski, 
J. & Hopp, 
C.
2020

Predicting 
outcomes in 
crowdfund-
ing cam-
paigns with 
textual, visual 
and linguistic 
signals. 

Startup Enfoque 
Supervised 
Machine 
Learning. 
Redes neuro-
nales y pro-
cesamiento 
del lenguaje 
natural

Correlación Uso de técnicas 
de IA / BD 
para examinar 
preguntas de 
investigación 
relativamente 
nuevas.

Análisis de datos 
de campañas de 
crowdfunding (texto, 
voz y videos) utilizando 
una red neuronal y 
procesamiento de 
idiomas.

Sus novedosos análi-
sis ofrecen nuevas e 
interesantes implica-
ciones para el éxito 
de las campañas 
de financiación 
colectiva.

Fuente: Elaboración propia
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ML. Cada caso paradigmático presenta el proble-
ma resuelto, cómo utilizan el big data y el ML, y qué 
datos se utilizaron.

Aplicación del ML en la investigación y práctica de 
emprendimiento estratégico

Aunque el impacto potencial de las nuevas tecno-
logías ha recibido una atención creciente en los 
últimos años en varios campos del conocimiento, 
llama la atención que apenas se haya investigado 
en el campo del emprendimiento estratégico. Una 
vez que en el punto previo hemos visto la dimensión 
práctica con ejemplos de éxito, pasamos en el pre-
sente apartado a abordar la dimensión de investi-
gación.

Estas incertidumbres se encuentran en los proce-
sos, decisiones y actividades de la empresa, refle-
jándose en la efectividad de un nuevo proceso, las 
consecuencias de una decisión y las preferencias 
de los consumidores en cuanto a ofertas de nue-
vos productos o servicios, entre otros. Los sistemas 
de inteligencia artificial conllevan soluciones con el 
potencial de mitigar la incertidumbre que es funda-
mental para las nuevas oportunidades empresaria-
les (Alvarez y Barney, 2007). Por lo tanto, las nuevas 
tecnologías transformarán tanto la investigación 
como la práctica en el campo del emprendimiento 
estratégico, ya que proporciona herramientas po-
derosas diseñadas para aumentar la capacidad 
de procesar información y / o disminuir la necesidad 
correspondiente, reduciendo así la incertidumbre 
en tareas, actividades, procesos y decisiones. Esto 
impactará en la investigación del emprendimiento 
estratégico a través de instrumentos como algorit-
mos generativos y búsquedas de realidad aumen-
tada (Kasparov, 2017), automatización de la toma 
de decisiones y el juicio emprendedor (Foss y Klein, 
2012), con ambigüedad y posibilidades modales 
(Townsend y Hunt, 2019) (7). 

El procesamiento de algoritmos generalmente si-
gue reglas y procedimientos fijos o preestablecidos 
(Aaltonen y Tempini, 2014) y, como hemos visto 
antes, puede conducir al descubrimiento de patro-
nes y conocimientos que aún no se han conside-
rado (Madsen, 2015). Este conjunto de algoritmos 
es capaz de predecir el comportamiento humano 
en tiempo real, no solo utilizando los datos con un 
propósito descriptivo, sino también de manera pre-
dictiva y prescriptiva (Gillon et al., 2014). Desde la 
perspectiva del emprendimiento estratégico, los al-
goritmos permiten una mayor automatización de los 
procesos de toma de decisiones tanto estratégicos 
como operativos (Loebbecke & Picot, 2015; Markus, 
2015) que tradicionalmente eran complejos y reque-
rían juicio humano (Gillon et al., 2014).

Una corriente de literatura sostiene que los algoritmos 
permiten un procesamiento de datos sofisticado 
(Gillon et al., 2014; Loebbecke y Picot, 2015; Lyce-
tt 2013; Madsen, 2015; Markus, 2015; Van der Vlist, 

2016). Algunos estudios también consideran que los 
humanos poseen un conocimiento personal signifi-
cativo, interpretan información y actúan para obte-
ner conocimientos (Aaltonen y Tempini, 2014; Ekbia 
et al., 2915; Kshetri, 2014; Madsen, 2015; Markus, 
2015; Newell y Marabelli, 2015; Sharma et al., 2014; 
Seddon et al., 2017; Shollo y Galliers, 2015). Coinci-
dimos con los argumentos que consideran una inte-
racción sumativa y complementaria entre humanos 
e inteligencia algorítmica (Aaltonen y Tempini, 2014; 
Abbasi et al., 2016; Ekbia et al., 2015; Madsen, 2015; 
Shollo y Galliers, 2015). Esta combinación allanará 
el camino para el desarrollo de la investigación y la 
práctica en este campo. En el mundo de la investi-
gación, estas nuevas metodologías ML apenas se 
han aplicado al análisis y descubrimiento de fenó-
menos de emprendimiento estratégico. Están em-
pezando a aparecer algunas investigaciones que, 
como se ha razonado a lo largo del artículo, permi-
tirán desarrollar considerablemente este campo en 
el futuro.

Las aplicaciones específicas del ML al emprendi-
miento estratégico es un campo que no se ha desa-
rrollado. Sin embargo, existen excepciones actuales 
donde este tipo de investigación se está comenzan-
do a realizar. En este sentido, presentamos en forma-
to de tabla por razones de espacio cuatro casos de 
investigación recientes que aplican ML en el campo 
del emprendimiento estratégico. 

La Tabla 2 recopila cuatro ejemplos prácticos de 
la aplicación reciente de estas nuevas metodo-
logías en el contexto del emprendimiento estra-
tégico.

Se muestran ejemplos para volver a probar fenó-
menos que han sido previamente explorados uti-
lizando metodologías tradicionales (Coad y Srhoj, 
2020; Obschonka, Lee, Rodriguez-Pose, Eichstaedt, 
y Ebert, 2020) y fenómenos relativamente recientes 
con nuevas preguntas de investigación (Kaminski y 
Hopp, 2020; Prüfer y Prüfer, 2020).

CONCLUSIONES

A lo largo de este artículo hemos visto cómo afecta 
la implantación de las nuevas tecnologías ML tanto 
al proceso de construcción de conocimiento cientí-
fico como la práctica específica de las empresas en 
el campo del emprendimiento estratégico.

La nueva disponibilidad de datos y el ML mejoran los 
métodos de investigación tradicionales en el cam-
po de emprendimiento estratégico. En concreto, (a) 
permiten cerrar el círculo de inducción-deducción; 
(b) generar nuevos conocimientos; (c) analizar mo-
delos holísticos y dinámicos más complejos, y (d) 
posibilitan la reproducibilidad y replicabilidad de la 
investigación científica. Esto implica un salto cuali-
tativo significativo en relación con las posibilidades 
que brindan los métodos de investigación tradicio-
nales en emprendimiento estratégico, caracteriza-
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dos por: muestras pequeñas, pruebas con iteración 
no algorítmica, creciente fragmentación del conoci-
miento por simplicidad, creciente desconexión con 
la práctica que busca conocimiento útil y holístico, y 
la ausencia de replicabilidad y refutabilidad.

La inducción y la deducción son dos caminos que has-
ta ahora se han seguido en la investigación científica 
frecuentemente de forma separada. Las metodolo-
gías ML permiten cerrar el círculo inducción-deducción 
del descubrimiento científico y avanzar en este sentido 
con respecto a las metodologías convencionales. Son 
metodologías fundamentadas en datos y en algorit-
mos en lugar de basadas en teorías, y asumen una 
nueva concepción y mentalidad científica.

Asimismo, en el presente trabajo hemos presentado 
la relevancia que adquieren las nuevas tecnologías 
para las empresas que a través del emprendimiento 
estratégico buscan obtener una ventaja competiti-
va sostenible. Hemos presentado diversas pruebas y 
casos prácticos. Los desarrollos tecnológicos no solo 
afectan el proceso de investigación en sí mismo, sino 
también afecta el propósito de la investigación, que 
ha experimentado una profunda transformación en 
los últimos años como resultado de la aparición de 
estos nuevos métodos y tecnologías. 

Se ha hecho poco uso de los métodos de investiga-
ción de ML en el campo del emprendimiento estra-
tégico. En este sentido, nos embarcamos en un gran 
viaje con nuevos horizontes a través de la aplicación 
de estas nuevas metodologías en este campo de 
estudio dinámico y creativo. Hay un amplio abanico 
de temas abiertos a la investigación porque, como 
hemos visto, estas nuevas tecnologías afectan las de-
cisiones de producto y mercado en la búsqueda de 
oportunidades, procesos de emprendimiento y for-
mas de obtener una ventaja competitiva sostenible. 

Como propuesta de investigación futura a la luz de 
este estudio, postulamos la necesidad de revisar las 
relaciones clásicas de la literatura sobre emprendi-
miento estratégico, destacadas en el artículo se-
minal de Hitt et al., (2001) (es decir, redes externas, 
recursos y aprendizaje organizacional, innovación, e 
internacionalización). Deberán revisarse a la luz de 
esta nueva abundancia de datos (estructurados, se-
miestructurados y no estructurados), y mediante el 
desarrollo del poder de nuevos algoritmos ML

Asimismo, consideramos la necesidad de revision 
de gran parte de las relaciones del modelo de Hitt 
et al. (2011) (insumos -factores ambientales, recur-
sos organizativos, recursos individuales-; y procesos 
-orquestación de recursos-; y salidas –creación de 
valor para los clientes, y riqueza para la sociedad, la 
organización y las personas). 

Del mismo modo, como se ha argumentado a lo 
largo del presente artículo, la combinación del al-
cance y granularidad de los datos conducirá a co-
nocimientos y problemas de investigación nuevos, 
hasta ahora inexplorados (8).

Desde el punto de vista de la filosofía de la cien-
cia y la generación del conocimiento científico, la 
investigación futura en emprendimiento estratégico 
mediante el uso de ML permitirá avanzar en los mé-
todos de investigación tradicionales centrados en la 
formulación del modelo hipotético-deductivo y per-
mitirá generar nuevos conocimientos a partir de la 
triangulación metodológica y cerrar el círculo induc-
ción-deducción. 

El tiempo dirá hasta qué punto se desarrollará la 
inteligencia de la máquina en comparación con 
los humanos, y si estamos en presencia de un pro-
ceso evolutivo de naturaleza continua en el senti-
do schumpeteriano o de un movimiento disruptivo 
paradigmático en el sentido kuhniano. En cualquier 
caso, ambos procesos se apoyarán sobre los hom-
bros de lo ya construido. Un emocionante viaje ha-
cia el futuro en manos de quienes en gran medida 
lo crean: los investigadores y los practicantes del 
emprendimiento estratégico.

NOTAS

[1]	 Por ejemplo, fuentes internas de la organización 
(como datos de sistemas ERP) y datos de fuentes ex-
ternas (como las fuentes provenientes de terceros, 
generadas por usuarios, datos abiertos y datos de 
sensores). También estos datos pueden ser estructu-
rados, semiestructurados y no estructurados.

[2]	 También se ha utilizado de forma combinada me-
diante el análisis inductivo de datos obtenidos de for-
ma deductiva mediante simulación computacional 
(Axelrod, 1997),

[3]	 Para un análisis de las epistemologías, procesos de 
investigación y metodologías de la economía de la 
empresa, véase Galán (2006).

[4]	 La incorporación de los aspectos específicos relacio-
nados con el aprendizaje automático, por ejemplo, la 
retropropagación (BP) es un algoritmo ampliamente 
utilizado en el entrenamiento de redes neuronales de 
retroalimentación para el aprendizaje supervisado, y 
es un ejemplo de aprendizaje inductivo puro; y KBANN 
es un sistema de aprendizaje híbrido construido sobre 
técnicas de aprendizaje en red. Mapea las teorías de 
dominio de problemas específicos, representadas 
en lógica proposicional, en redes neuronales y luego 
refina este conocimiento reformulado utilizando la re-
tropropagación y, por lo tanto, KBANN es un ejemplo 
de mezcla de aprendizaje inductivo-analítico cuando 
se considera en un continuo desde tareas de apren-
dizaje puramente inductivo hasta puramente analíti-
co. Aunque, el procedimiento mas sencillo y útil es 
el ambito del big data es proceder a la subdivision 
de la muestra en dos submuestras en el proceso de 
minería de datos. A una se la entrena con algoritmos 
supervisados y se busca las relaciones y prediciones a 
partir de los datos, y en la otra se en cuentra el mode-
lo concreto a partir del conocimiento del fenómeno y 
se contrasta el modelo. 

[5 ]	 Muchas estadísticas y prácticas nuevas son similares 
a los métodos tradicionales de emprendimiento es-
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tratégico o su evolución, pero proporcionan técnicas 
más avanzadas para predecir el comportamiento 
y desarrollar conocimientos basados ​​en datos. Los 
investigadores en el campo del emprendimiento 
estratégico pueden aprovechar el big data y el ML 
para responder preguntas de investigación nuevas y 
preguntas de investigación ya existentes, mejorar la 
utilidad de su investigación y mejorar fundamental-
mente la ciencia (Tonidandel, et al., 2018; Wenzel y 
Van Quaquebeke, 2018).

[6]	 El crecimiento de las nuevas tecnologías transformará 
el enfoque y el trabajo del emprendedor, afectando 
así la teoría y la práctica del emprendimiento estraté-
gico. Esta nueva tecnología incide en la capacidad 
de cálculo y análisis de las relaciones intraempresa-
riales y con el entorno de la empresa, reduciendo la 
incertidumbre, que es un aspecto clave de la activi-
dad emprendedora, afectando el juicio (Foss y Klein, 
2012), la toma de decisiones y el espíritu emprende-
dor (Townsend et al., 2018; Klein, 2008, McMullen y 
Shepherd, 2006; Alvarez y Barney, 2007; Sarasvathy, 
2001).

[7]	 Al procesar e interpretar datos y absorber la incerti-
dumbre, los empresarios y otras personas pueden 
verse influidos por las limitaciones de tiempo y el es-
cepticismo con respecto a la confiabilidad de los 
datos (Namvar y Cybulski, 2014); composición del 
equipo (Sharma et al., 2014); y la visualización de en-
tradas y salidas (Ekbia et al., 2015). Para mitigar estos 
impactos en la toma de decisiones, los académicos 
y profesionales han comenzado a explorar posibles 
algoritmos que se pueden procesar a través del 
aprendizaje automático. La inteligencia algorítmica 
está ganando popularidad a través del desarrollo de 
la inteligencia artificial, y las organizaciones y la acti-
vidad empresarial dependen cada vez más de esta 
inteligencia para analizar el big data (Madsen, 2015; 
Newell y Marabelli, 2015).

[8]	 Entre las múltiples líneas de investigación futura, la 
investigación podrá encontrar rasgos de empren-
dedores exitosos a partir de grandes cantidades de 
datos estructurados y no estructurados. Se pueden 
encontrar nuevas líneas de negocio a partir de gran-
des cantidades de datos proporcionados por senso-
res. Todo ello puede realizarse en diferentes niveles de 
análisis, marcos institucionales, sectores de actividad, 
etc. Asimismo, futuras investigaciones en emprendi-
miento estratégico pueden reproducir los estudios 
empíricos realizados hasta el momento con la apli-
cación de grandes muestras, una amplia variedad 
de datos y estos potentes algoritmos que permiten la 
inducción y la deducción. Las líneas de investigación 
futuras no solo deben limitarse al campo específico 
del emprendimiento estratégico, sino que pueden 
centrarse en la evolución de las diversas disciplinas 
que nutren el campo del emprendimiento estratégi-
co, como la psicología, la antropología, la sociología 
o la economía, así como otros campos de la ges-
tión relacionados con el emprendimiento estratégico 
como marketing, finanzas, sistemas de información, 
comportamiento organizativo, etc.
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